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1 序論

　分類器の学習には一般に大量の訓練データが必要である．訓

練データとは特徴ベクトルとラベルの組である．特徴ベクトル

だけは簡単に得られるが，そのラベルを得るのは困難な場合が

ある．

例えば，メールがスパムかそうでないかを判別する分類器の

学習について考えてみる．まず，大量のメールを収集し，それ

ぞれメールを処理して，特徴ベクトルに変換する．またメール

がスパムかそうでないかを判断して，ラベルを決定する．大量

のメールを収集し，処理して，特徴ベクトルに変換することは

計算機に任せることができる．しかし，そのメールがスパムか

そうでないかの判断は専門家（人間）が行わなければならない．

人間の判断は時間的，経済的にコストが大きい．分類器を学習

させるためのコストを小さくするためには専門家にラベルを質

問する回数を減らす必要がある．質問する回数を減らすために

は計算機によって質問を厳選することが重要である．

プールベース能動学習はこのような問題を解決しようと研究

されている [6]．プールベース能動学習では，分類器の学習と

ラベルを質問する特徴ベクトルの選択を並行して行う．すなわ

ち，ステップ nにおいて，大量の特徴ベクトルから，質問方策

に従って，特徴ベクトルをひとつ選び，専門家にラベルを質問

する．これを訓練データとし，ステップ n− 1までに得られた

訓練データ集合に追加する．この訓練データ集合を用いて分類

器を学習させる．これを分類器の精度が目標値に達するまで繰

り返す．

ここで，X を特徴ベクトル集合，Pn(C+|xi) と Pn(C−|xi)
を，それぞれ，ステップ n終了時点での特徴ベクトル xi が C+

と C− である確率の推定値とする．

能動学習で一般的な質問方策は，ステップ n において，ス

テップ n− 1終了時点での訓練データ集合で学習させた分類器

がラベルの最も判断のつきにくい特徴ベクトルを選ぶ，という

不確実性サンプリングである [3]．

ラベルが C+ と C− の２種類の場合，ステップ nにおいて，

特徴ベクトル xi のラベルの判断のつきにくさは，エントロ

ピー関数を用いて，式 (1)のように定義される．

− Pn−1(C+|xi) log(Pn−1(C+|xi))
− Pn−1(C−|xi) log(Pn−1(C−|xi)) (1)

ただし，学習初期はランダムに質問する．
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多くの場合，不確実性サンプリングはランダムサンプリング

より効率的に学習が可能である．しかし，不確実性サンプリン

グには問題もある．不確実性サンプリングは，どれだけ質問を

繰り返しても，xi が C+ である確率の推定値 Pn(C+|xi) が，
真の確率 P∗(C+|xi)に収束することは保証されない．さらに，
式 (1) の意図は P∗(C+|xi) が 0.5 に近い特徴ベクトルを多く

質問することであるが，実際は，それすら保証されていない．

本稿では，不確実性サンプリングに，Auer ら [1] によって

提案された，多腕バンディット問題 [5]を解く簡潔なアルゴリ

ズムUCB1を組み合わせた UCB1サンプリングを提案する．

そして，ある条件の下で，UCB1サンプリングを使えば，質問

回数の増加に伴って，任意の特徴ベクトル xi の P∗(C+|xi)と
Pn(C+|xi)の誤差は十分小さくなり，さらにラベルが C+ であ

る確率が 0.5 から遠い特徴ベクトル xi の質問回数の期待値が

O(log n)で抑えられることを示す．また，計算機実験で，不確

実性サンプリングを使用して分類器を効率的に学習させること

ができるモデルでは，UCB1 サンプリングを使用しても分類

器を効率的に学習させることができ，不確実サンプリングを使

用すると分類器を効率的に学習させることができないモデルで

も，UCB1サンプリングを使用すれば分類器を効率的に学習さ

せることができることを示す．

2 準備

　本稿で扱うプールベース能動学習のモデルを定義する．特徴

ベクトルのラベルを C+ と C− の２種類とし，それぞれを 1と

0に対応させる．有限だが，非常に大きい特徴ベクトル集合を

X とする．特徴ベクトル集合 X 上の特徴ベクトル xi の生起

確率を PrD(xi)とする．特徴ベクトル xi のラベルが C+ であ

る真の確率を P∗(C+|xi)とする．特徴ベクトル xi を質問する

と，専門家 EXによりラベルが判定される．このときのラベル

を EX(xi)と表す．同じ特徴ベクトルのラベルを何度も質問す

ることが可能で，その度にラベルは P∗(C+|xi) に従って確率
的に判定される．つまり，P∗(C+|xi) = E[EX(xi)]を満たす．

プールベース能動学習は次のように進行する．初期状態とし

て，ステップ n = 1，初期訓練データ集合 L0 = ϕとする．ス

テップ nにおいて，まず，特徴ベクトル集合 X から PrD に基

づいて，大きさN の特徴ベクトル集合X ⊆ X を生成する．特
徴ベクトル集合 X から質問方策にしたがって，特徴ベクトル

を１つ選択する．次にこの特徴ベクトル xn のラベルを専門家

EX に質問する．このとき判定されたラベルを tn = EX(xn)

とする．特徴ベクトル xn とラベル tn を組にして訓練データ

(xn, tn)とし，訓練データ集合 Ln を Ln = Ln−1 ∪ {(xn, tn)}
とする．訓練データ集合 Ln を用いて分類器を学習させる．
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これを繰り返す．分類器は，訓練データ集合 Ln を用いて，

特徴ベクトル xi が C+ である真の確率 P∗(C+|xi) の推定値
Pn(C+|xi)を計算する．なお，能動学習時に使用する分類器と
評価時に使用する分類器は同一である必要はないので，後述す

る実験では異なる分類器を使用している．

　本稿では分類器に，RBF ネットワークのひとつの

Nadaraya-Watson モデル [4, 7] を採用する．Pn(C+|xi)
を式 (2)で定義する．

Pn(C+|xi) ≡

∑
(xj ,tj)∈Ln

v(∥xi − xj∥)tj∑
(xj ,tj)∈Ln

v(∥xi − xj∥)
(2)

ここに v(r)は動径基底関数である．Nadaraya-Watsonモデル

の動径基底関数 v(r) は一般的に，式 (3) で定義するガウス関

数 vGAUSS(r)とすることが多い．

vGAUSS(r) ≡ exp

(
− r2

2σ2

)
(3)

3 UCB1サンプリング

3.1 定義

　不確実性サンプリングに，多腕バンディット問題を簡潔に

解くアルゴリズム UCB1 を応用した UCB1 サンプリングを
提案する．不確実性サンプリングは式 (1)で定義されるように
C+ である確率が最も 0.5に近い特徴ベクトルを貪欲に質問す
るアルゴリズムである．これに対し，UCB1サンプリングでは
次式で定義する UCB値が最大の特徴ベクトルを質問するア
ルゴリズムである．ステップ nでの特徴ベクトル xi の UCB
値は

Util(Pn−1(C+|xi)) + α

√√√√√√√√
2 ln

∑
xk∈X

∑
(xj ,tj)∈Ln−1

v(∥xj − xk∥)∑
(xj ,tj)∈Ln−1

v(∥xi − xj∥)

(4)

である．ここに

Util(x) ≡ x(1− x)

で，αは探索 (第 2項)と搾取 (第 1項)のバランスを決める定

数である．lnxは loge xを表し，以降でもこれを使う．学習初

期に UCB値が無限大に発散する特徴ベクトルがいくつか存在

するときは，その特徴ベクトルの中からランダムに質問する．

α = 0のとき，UCB1サンプリングは不確実性サンプリングに

一致する．

以降では，この UCB1 サンプリングのもつ性質について述

べていく．

3.2 性質

　次に示す条件の下での UCB1 サンプリングの性質について

述べる．まず，各ステップで特徴ベクトル集合 X から PrD に

基づいて生成される特徴ベクトル集合 X ⊆ X が学習中に変
わらないとする．α = 1 とする．P∗(C+|xi) は特徴ベクトル

xi ∈ X に対し，リプシッツ連続とする．すなわち，任意の

a,b ∈ X について

|Pr∗(C+|a)− Pr∗(C+|b)| ≤ K∥a− b∥ (5)

が成り立つとする．ここにK はリプシッツ定数である．また，

式 (2) で定義した分類器の動径基底関数 v(r) を式 (6) で定義

する vRECT(r)とする．

vRECT(r) ≡
{

1　 if r ≤ R
0　 otherwise

(6)

ここにRはラベルの有効範囲を決めるパラメータで，0 < R≪
1/K とする．

また，ステップ n終了時点での特徴ベクトル xi の半径 R以

内の質問回数を TR,xi(n)とする．すなわち

TR,xi(n) = |{xj ∈ Ln : ∥xi − xj∥ ≤ R}|

とする．

補題 1. UCB1 サンプリングを使用して質問をするとき，ス

テップ n → ∞において，任意の特徴ベクトル xi ∈ X の半径

R以内の質問回数 TR,xi(n) → ∞となる．

証明. 背理法で示す．特徴ベクトル集合 X を，半径 R以内の

質問回数がある回数を超えない特徴ベクトル集合 Xns と，そ

れ以外 Xps に分割でき，それぞれが空でないと仮定する．ス

テップが 1つ進むごとに特徴ベクトルのラベルを 1つ質問する

ので，明らかに Xps は空でない．TR,xi(n)が定数mで抑えら

れる特徴ベクトルを xns ∈ Xns とする．この特徴ベクトル xns

の UCB値は少なくとも

c1 +

√
2 ln c2n

m

である．ここに c1 と c2 > 0は定数である．また，Xps に含ま

れる特徴ベクトルの UCB値は高々

c3 +

√
2 ln c4n

inc(n)

である．ここに c3 と c4 > 0は定数である．incは単調増加関

数で n → ∞のとき，inc(n) → ∞となる関数である．nが十
分大きいとき

c1 +

√
2 ln c2n

m
> c3 +

√
2 ln c4n

inc(n)

は，任意の m について成り立つ．上式が成り立つとき，xns

は，UCB値が特徴ベクトル集合X の中で最大となるので，ラ

ベルを質問する．これは仮定に矛盾する．したがって，補題は

成り立つ．

補題 2 (Hoeffding の不等式 [2]). [0, 1] の範囲の値をとる，

独立な確率変数 X1, . . . , Xn の平均を µn = 1
n

∑n
i=1Xi とし，

平均の期待値を µ∗ = E[µn]とすると，任意の ϵ > 0に対して

次式が成り立つ．

Pr (|µn − µ∗| ≥ ϵ) ≤ 2e−2ϵ2n
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補題 3. X1, . . . , Xn を [0, 1] の範囲の値をとる独立な確率変

数とする．ただし，それぞれ，平均の期待値が高々 γ ≥ 0 だ

け異なる分布から発生したものとする．X1, . . . , Xn の平均を

µn = 1
n

∑n
i=1Xi とし，X1, . . . , Xn を発生させたどれかの分

布の平均の期待値を µ∗ とすると，任意の ϵ > γ に対して次式

が成り立つ．

Pr (|µn − µ∗| ≥ ϵ) ≤ 2e−2(ϵ−γ)2n (7)

証明. E[µn] = µ∗+pとする．pは，µ∗の選択に関する確率変

数．Hoeffdingの不等式を使うことで次のように求められる．

Pr (|µn − µ∗| ≥ ϵ) = Pr (µn − µ∗ ≥ ϵ) + Pr (µn − µ∗ ≤ −ϵ)
≤ Pr (µn − µ∗ ≥ ϵ+ p−max |p|)

+ Pr (µn − µ∗ ≤ −ϵ+ p+max |p|)
≤ Pr (µn − (µ∗ + p) ≥ ϵ−max |p|)

+ Pr (µn − (µ∗ + p) ≤ −ϵ+max |p|)
= Pr (|µn − (µ∗ + p)| ≥ ϵ−max |p|)
≤ Pr (|µn − (µ∗ + p)| ≥ ϵ− γ)

= Pr (|µn − E[µn]| ≥ ϵ− γ)

≤ 2e−2(ϵ−γ)2n

定理 1. UCB1サンプリングを使用して質問をするとき，誤差

を高々KR許して，任意の特徴ベクトル xi ∈ X の Pn(C+|xi)
は P∗(C+|xi)に確率収束する．

証明. 補題 3 より，任意の特徴ベクトル xi ∈ X と任意の

ϵ > KRについて

Pr(|P∗(C+|xi)− Pn(C+|xi)| ≥ ϵ) ≤ 2e−2(ϵ−KR)2TR,xi
(n)

が成り立つ．補題 1より n→ ∞のとき，TR,xi(n) → ∞とな
るので

lim
n→∞

Pr(|P∗(C+|xi)− Pn(C+|xi)| ≥ ϵ)

≤ lim
n→∞

2e−2(ϵ−KR)2TR,xi
(n) = 0

なお，一般的に不確実性サンプリングは，定理 1が成り立た

ない．

次に UCB1 サンプリングの期待値に関する振る舞いについ

て解析する．特徴ベクトル xi の半径 R以内の特徴ベクトル集

合を ψR(xi)とする．すなわち

ψR(xi) ≡ {xj ∈ X : ∥xi − xj∥ ≤ R}

とする．t = TR,xi(n)に対して，

µR,t(xi) ≡ Pn(C+|xi)

とする．また，

µ∗(xi) ≡ P∗(C+|xi)
Ut(xi) ≡ Util(µR,t(xi))

U∗(xi) ≡ Util(µ∗(xi))

TR(t) ≡
∑
xj∈X

TR,xj (t)

c(t, s) ≡
√
(2 ln t)/s

とする．このように定義すると式 (4)で表す UCB値は

UTR,xi
(n−1)(xi) + c(TR(n−1), TR,xi

(n−1))

と書ける．また，命題 P に対して

⟨P ⟩ ≡
{

1　 if P が真
0　 otherwise

とする．

U∗(x
∗) = max

xi∈X
U∗(xi)

が成り立つ特徴ベクトルを x∗ とする．

補題 4. UCB1サンプリングを使用して質問をするとき，任意
の自然数 n ≥ 1と l ≥ 1に対して次式が成り立つ．

TR/2,xi
(n)

≤ l +

∞∑
t=1

t∑
s=1

t∑
sj=l

∑
xj∈ψR/2(xi)

⟨
Us(x

∗) + c(TR(t), s)
≤ Usj (xj) + c(TR(t), sj)

⟩

証明. ステップ t で質問した特徴ベクトルを χt とする．任意

の特徴ベクトル xi ∈ X の半径 R 以内の質問回数が 1 以上に

なるまでにかかるステップを κとする．また

Wxi(t) ≡ min
xj∈ψR/2(xi)

TR,xj (t)

とする．このとき，TR/2,xi
(n) の上界が次のように求められ

る．

TR/2,xi
(n)

=

n∑
t=1

⟨χt ∈ ψR/2(xi)⟩

=

n∑
t=1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) < l⟩

+

n∑
t=1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) ≥ l⟩

=

n∑
t=1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) < l⟩

+

κ∑
t=1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) ≥ l⟩

+

n∑
t=κ+1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) ≥ l⟩

=

n∑
t=1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) < l⟩

+

n∑
t=κ+1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) ≥ l⟩ (8)

≤ l +

∞∑
t=1

t−1∑
s=1

t−1∑
sj=l

∑
xj∈ψR/2(xi)

⟨
Us(x

∗) + c(TR(t), s)
≤ Usj (xj) + c(TR(t), sj)

⟩
(9)

ここで等式 (8)は，次に示す

κ∑
t=1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) ≥ l⟩ = 0 (10)

より導かれる．Wxi(t − 1) ≥ l が成り立つとき，l ≥ 1 よ

り任意の xj ∈ ψR/2(xi) は TR,xj (t − 1) ≥ 1 を満たす．ま
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た，χt ∈ ψR/2(xi) が成り立つとき，ステップ t が κ 以下で

あるときの UCB1 サンプリングの振る舞いの定義から，χt

は TR,χt(t − 1) = 0 を満たす．よって，1 ≤ t ≤ κ のとき，

Wxi
(t− 1) ≥ lと χt ∈ ψR/2(xi)が同時に成り立つことはない

ので式 (10)が成り立つ．
一方，不等式 (9)は，以下に示す

n∑
t=1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) < l⟩ ≤ l (11)

n∑
t=κ+1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) ≥ l⟩

≤
∞∑
t=1

t−1∑
s=1

t−1∑
sj=l

∑
xj∈ψR/2(xi)

⟨
Us(x

∗) + c(TR(t), s)
≤ Usj (xj) + c(TR(t), sj)

⟩
(12)

より導かれる．

まず，不等式 (11) を示す．ステップ t において，χt ∈
ψR/2(xi)が成り立つとき，Wxi(t) = Wxi(t − 1) + 1となる．

よって，1 ≤ t ≤ nにおいて，χt ∈ ψR/2(xi)かつWxi
(t−1) < l

は高々 l回しか成り立たない．

次に，不等式 (12)を示す．式変形を簡略化するため，

u(a, b,xi) ≡ Ua(xi) + c(b, a)

と表す．Wxi(t− 1) ≥ lのとき，任意の xj ∈ ψR/2(xi)につい
て，l ≤ TR,xj (t− 1) ≤ t− 1が成り立つことなどから，次のよ
うに求められる．

n∑
t=κ+1

⟨χt ∈ ψR/2(xi),Wxi(t− 1) ≥ l⟩

≤
n∑

t=κ+1

⟨ u(TR,x∗ (t−1), TR(t−1),x∗)
≤ max

xj∈ψR/2(xi)
u(TR,xj

(t−1), TR(t−1),xj),

Wxi(t− 1) ≥ l

⟩

≤
n∑

t=κ+1

⟨ min
1≤s≤t−1

u(s, TR(t−1),x∗)

≤ max
l≤sj≤t−1

(
max

xj∈ψR/2(xi)
u(sj , TR(t−1),xj)

) ⟩

≤
∞∑
t=1

t∑
s=1

t∑
sj=l

∑
xj∈ψR/2(xi)

⟨
u(s, TR(t),x∗)
≤ u(sj , TR(t),xj)

⟩

=
∞∑
t=1

t∑
s=1

t∑
sj=l

∑
xj∈ψR/2(xi)

⟨
Us(x

∗) + c(TR(t), s)
≤ Usj (xj) + c(TR(t), sj)

⟩

補題 5. UCB1サンプリングを使用して質問をするとき，任意

の自然数 s ≥ 1と t ≥ 1に対して次式が成り立つ．

Pr

(
Us(x

∗) ≤ U∗(x
∗)− (c(TR(t), s) +

3

2
KR)

)
≤ 2TR(t)

−4

証明. Util関数が任意の 0 ≤ a ≤ 1と 0 ≤ b ≤ 1に対して

|Util(a)−Util(b)| ≤ |a− b| (13)

を満たすリプシッツ連続な関数であることと補題 3を用いて次

のように求められる．

Pr

(
Us(x

∗) ≤ U∗(x
∗)−

(
c(TR(t), s) +

3

2
KR

))
≤ Pr

(
|Us(x∗)− U∗(x

∗)| ≥ c(TR(t), s) +
3

2
KR

)
≤ Pr (|Us(x∗)− U∗(x

∗)| ≥ c(TR(t), s) +KR)

≤ Pr (|µR,s(x∗)− µ∗(x
∗)| ≥ c(TR(t), s) +KR)

≤ 2e−2s((c(TR(t),s)+KR)−KR)2

= 2TR(t)−4

補題 6. UCB1サンプリングを使用して質問をするとき，任意

の自然数 sj ≥ 1と t ≥ 1，距離が R/2以下の任意の特徴ベク

トル xi,xj ∈ X に対して次式が成り立つ．

Pr

(
Usj (xj) ≥ U∗(xi) + c(TR(t), sj) +

3

2
KR

)
≤ 2TR(t)−4

証明. 補題 6の証明と同様にして次のように求められる．

Pr

(
Usj (xj) ≥ U∗(xi) + c(TR(t), sj) +

3

2
KR

)
≤ Pr

(
|Usj (xj)− U∗(xi)| ≥ c(TR(t), sj) +

3

2
KR

)
≤ Pr

(
|µR,sj (xj)− µ∗(xi)| ≥ c(TR(t), sj) +

3

2
KR

)
≤ 2e−2sj((c(TR(t),sj)+

3
2KR)− 3

2KR)2

= 2TR(t)−4

補題 7. UCB1サンプリングを使用して質問をするとき

Util(P∗(C+|xi)) < max
xj∈X

Util(P∗(C+|xj))− 3KR

を満たす任意の特徴ベクトル xi ∈ X，任意の自然数 n ≥ 1と

1 ≤ t ≤ nと

sj ≥
⌈

8 ln TR(n)
(U∗(x∗)− U∗(xi)− 3KR)2

⌉
に対して次式が成り立つ．

U∗(x
∗) ≥ U∗(xi) + 2(c(TR(t), sj) +

3

2
KR)

証明. 次のように求められる．

U∗(x
∗)− U∗(xi)− 2

(
c(TR(t), sj) +

3

2
KR

)
= U∗(x

∗)− U∗(xi)− 2

(√
2 ln TR(t)/sj +

3

2
KR

)
≥ U∗(x

∗)− U∗(xi)

− 2

√√√√ 2 ln TR(n)(
8 ln TR(n)

(U∗(x∗)−U∗(xi)−3KR)2

) +
3

2
KR


= 0
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定理 2. UCB1サンプリングを使用して質問をするとき

Util(P∗(C+|xi)) < max
xi∈X

Util(P∗(C+|xi))− 3KR

を満たす特徴ベクトル xi の，半径 R/2以内の質問回数の期待

値 E[Gxi(n)]の上界は O(log n)である．

証明. Auerら [1]による，UCB1で多腕バンディット問題を解

くときの損失の期待値の上界が O(log n) であることの証明を

応用してこの定理を証明する．

補題 4より，任意のステップ n ≥ 1，任意の自然数 l ≥ 1に

ついて

TR/2,xi
(n)

≤ l +

∞∑
t=1

t∑
s=1

t∑
sj=l

∑
xj∈ψR/2(xi)

⟨
Us(x

∗) + c(TR(t), s)
≤ Usj (xj) + c(TR(t), sj)

⟩
が成り立つ．ここで

Us(x
∗) + c(TR(t), s) ≤ Usj (xj) + c(TR(t), sj)

が成り立つとき，式 (14)(15)(16) のうち少なくともひとつが

成り立つ．

Us(x
∗) ≤ U∗(x

∗)− (c(TR(t), s) +
3

2
KR) (14)

Usj (xj) ≥ U∗(xi) + c(TR(t), sj) +
3

2
KR (15)

U∗(x
∗) < U∗(xi) + 2(c(TR(t), sj) +

3

2
KR) (16)

補題 5より式 (14)の成り立つ確率の上界は 2TR(t)−4
．

補題 6より式 (15)の成り立つ確率の上界は 2TR(t)−4
．

補題 7より式 (16)は

l =

⌈
8 ln TR(n)

(U∗(x∗)− U∗(xi)− 3KR)2

⌉
のとき成り立たない．

また， TR(t) について，特徴ベクトルを中心とした，半径
R以内の特徴ベクトルの個数の最大を τmax，最小を τmin とす

ると

τmint ≤ TR(t) ≤ τmaxt．

以上をまとめると，次のように TR/2,xi
(n) の期待値の上界

を求められる．

E
[
TR/2,xi

(n)
]

≤
⌈

8 ln TR(n)
(U∗(x∗)− U∗(xi)− 3KR)2

⌉
+

∞∑
t=1

t∑
s=1

t∑
sj=1

∑
xj∈ψR/2(xi)(

Pr
(
Us(x

∗) ≤ U∗(x
∗)− (c(TR(t), s) + 3

2
KR)

)
+Pr

(
Usj (xj) ≥ U∗(xi) + c(TR(t), sj) +

3
2
KR

) )
≤
⌈

8 ln(τmaxn)

(U∗(x∗)− U∗(xi)− 3KR)2

⌉
+

∞∑
t=1

t∑
s=1

t∑
sj=1

τmax

{
4(τmint)

−4}
≤ 8 ln(τmaxn)

(U∗(x∗)− U∗(xi)− 3KR)2
+ 1 +

2π2τmax

3τ4min

≤ O(logn)

図 2 PrD(xi)

図 3 単純なモデル

図 4 複雑なモデル

定理 2の証明の最後に現れる

E
[
TR/2,xi

(n)
]

≤ 8 ln(τmaxn)

(U∗(x∗)− U∗(xi)− 3KR)2
+ 1 +

2π2τmax

3τ4min

より，特徴ベクトル xi ∈ X が十分密に存在して，τmax と τmin

の差が十分小さいなら，一度もラベルを質問していない特徴ベ

クトルがあっても，P∗(C+|xi)が 0.5に近い特徴ベクトルを重

点的に質問できることが保証される．

4 実験

　特徴ベクトルの次元数を 1 とし，PrD(xi) と P∗(C+|xi) に
三角関数を用いて，質問方策と，質問回数と Pn(C+|xi) の誤
差の推移の関係を求める実験を行った． 実験した質問方策は，

ランダムサンプリング，不確実性サンプリング，UCB1サンプ

リングである．不確実性サンプリングは，質問回数が 10以下

のとき，ランダムに特徴ベクトルを質問し，それ以降は式 (1)

で表される特徴ベクトルを貪欲に質問するとした．特徴ベクト

ルを [0, 1] 上に等間隔に 1000 個並べたものを特徴ベクトル集

合 X とした．PrD(xi)は図 2に表す関数を使用し，P∗(C+|xi)
は，図 3，4に表す，単純なモデルと複雑なモデルを使用した．

各ステップで特徴ベクトル集合 X から PrD に基づいて選ぶ

特徴ベクトル X の大きさ N を 100 とした．能動学習時に使

用した分類器は式 (2) で表される．式中の v(r) について，式

(6) で表される vRECT(r) と式 (3) で表される vGAUSS(r) の

場合を実験した．また，v(r) = vRECT(r) のときは，α = 1，

v(r) = vGAUSS(r) のときは，α = 0.1, 1 について実験した．

vRECT(r)のパラメータRは 0.08とし，vGAUSS(r)のパラメー

タ σ は 0.04とした．Pn(C+|xi)の誤差を次式で定義する．∑
xi∈X

PrD(xi)EXOR(P∗(C+|xi) > 0.5, Pn(C+|xi) > 0.5)
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(b) 複雑なモデル

図 1 質問回数と誤差の関係

ここに，EXORは

EXOR(A,B) ≡
{

1　 if A ̸= B
0　 otherwise

である．誤差の評価時に使用した分類器は式 (2)で表され，式

中の v(r)は式 (3)で表される vGAUSS(r)とした．100回繰り

返してその平均を求めた．

　実験の結果得られた，質問回数と Pn(C+|xi) の誤差の関
係を図 1(a)，1(b)に示した．少ない質問回数で，誤差が小さい

とき，優れた質問方策であると言える．単純なモデルでは，不

確実性サンプリングが最も優れていた．UCB1 サンプリング

は α = 1のとき，ランダムサンプリングと同等の性能に留まっ

ていた．α = 1は実際上，慎重すぎる．α = 0.1としたとき不

確実性サンプリングと同等の性能を示した．また，複雑なモデ

ルのとき，UCB1サンプリングが最も優れていた．不確実性サ

ンプリングは質問回数を増やしても，誤差があまり減少しない

傾向があった．単純なモデル，複雑なモデル双方で，α = 0.1

の UCB1サンプリングが優れた性能を示した．

5 まとめと今後の課題

　本稿では，UCB1 サンプリングを提案した．そして，ある

条件の下，UCB1 サンプリングを続ければ，特徴ベクトル xi

が C+ である真の確率 P∗(C+|xi)とその推定値 Pn(C+|xi)の
誤差は十分小さくなり，P∗(C+|xi)が 0.5から遠い特徴ベクト

ルの質問回数の期待値の上界は O(log n)となることを示した．

計算機実験では，不確実性サンプリングで分類器を効率的に学

習できるモデルでは，証明で使用した条件は厳しすぎるという

知見を得て，条件を緩めることで，優れた性能を達成すること

ができた．また，不確実性サンプリングが苦手とするモデルで

も，UCB1サンプリングは，効率的に分類器を学習させること

ができることが確認された．

また，本稿では Util(xi) ≡ x(1−x)と定義したが，定理 1と

定理 2は，式 (13)を満たす任意の関数について成り立つ．た

だしこの場合は Util(P∗(C+|xi))が大きい特徴ベクトル xi を

多く質問することになる．P∗(C+|xi)が 0.5に近い特徴ベクト

ル xi を多く質問することが，常に効率的な分類器の学習につ

ながるとは単純に言えないので，本稿で定義した Util 関数以

外についても UCB1 サンプリングの振る舞いを検証すること

を他の今後の課題とする．
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